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Abstract⎯ This article presents some adopted procedures to build a Radial Basis Function Neural Network by iteratively apply-
ing the aiNET, an Artificial Immune Systems Algorithm. Such solution has shown effectiveness taking into account two factors: 
i) the free determination of centroids inspired by an immune heuristic; and ii) the achievement of appropriate minimal square er-
rors after a number of iterations. Experimental and empirical results are compared aiming to confirm some hypothesis. 
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Resumo⎯ Este artigo expõe os procedimentos adotados na construção de uma Rede Neural Artificial com Função de Base Radi-
al (RBF) ideal por meio da aplicação iterativa do algoritmo aiNet de Sistemas Imunológicos Artificiais. Esta solução mostrou-se 
eficaz sob duas óticas: i) a determinação livre de um arranjo de centróides, por uma heurística imunologicamente inspirada; e ii) o 
encontro de erros quadráticos mínimos satisfatórios, considerando algumas iterações. Resultados experimentais são mostrados e 
comparados a resultados empíricos que confirmam as considerações. 

Palavras-chave⎯ Sistemas Imunológicos Artificiais, Rede Neural com Função de Base Radial, aiNET.

1    Introdução 

Nos anos oitenta e noventa alguns estudos de In-
teligência Artificial (IA) se voltaram para a criação e 
utilização de Sistemas Híbridos Inteligentes. Tais 
sistemas eram respaldados em duas ou mais técnicas 
de IA, sob o pretexto de melhorar resultados ou 
transpor limitações de uma técnica de IA em particu-
lar. Exemplificando, Algoritmos Genéticos (AG) 
foram empregados na especificação de arquiteturas 
iniciais de Redes Neurais Artificiais (RNA); Siste-
mas Especialistas (SE) foram empregados como en-
tes de justificação de respostas de RNA: Conjuntos 
Difusos foram empregados no tratamento de incerte-
zas em SE; entre outras formas de hibridização. 

Outro fato recente e que merece menção é o sur-
gimento de uma nova técnica de IA denominada Sis-
temas Imunológicos Artificiais (SIA). Resumida-
mente, os SIA são uma técnica da IA que captura 
aspectos biológicos do sistema imunológico, imple-
mentando metáforas nele inspiradas, que por sua vez 
podem ser aplicadas em diversas áreas como reco-
nhecimento de padrões, segurança computacional, 
robótica, otimização, controle, aprendizagem de má-
quina, análise de dados, entre outras, [Silva, 2001]. 
Dasgupta, em artigo seminal, já comparava os SIA 
com as RNA [Dasgupta, 1997]. Citam-se também 
alguns modelos híbridos abrangendo SIA e Mapas 
Auto-Organizáveis (Self-Organizing Maps-SOM) 
[Feyereisl and Aickelin, 2006]. 

Em se tratando de Redes Neurais Artificiais 
(RNA), vale ressaltar dois pontos cruciais, os quais 
podem ocasionar tarefas exaustivas na construção de 
soluções baseadas nesta tecnologia. O primeiro ponto 
se refere à busca empírica do projetista envolvido na 
tarefa de construção, com a intenção de encontrar os 
parâmetros ideais de configuração. O segundo é a 
casualidade pela determinação inicial (geralmente 
aleatória) dos pesos nas ligações sinápticas. 

Pontualmente, este trabalho trata a construção de 
RNA com função de base radial (Radial Basis Func-
tion), conhecidas como RBF. Embora este modelo de 
RNA possa ter seus pesos determinados a partir dos 
dados de treinamento, eliminando o aspecto da casu-
alidade, este processo ainda possui certo grau de 
empirismo. Neste sentido, a busca do número ideal 
de neurônios na camada intermediária e a distribui-
ção destes neurônios num espaço de decisão são de-
terminantes na medida de desempenho de uma RBF. 
Para esta necessidade, buscar amparo em outras tec-
nologias é, sem dúvida, uma tarefa de grande valia. 

Assim, este artigo tem o objetivo de mostrar, 
numa aplicação específica, o acoplamento entre os 
dois paradigmas, RBF e SIA, e buscar no modelo 
híbrido a melhoria de desempenho da tarefa de clas-
sificação aqui abordada. A estrutura do artigo come-
ça com uma fundamentação teórica sobre os para-
digmas e a metodologia empregada na aplicação. 
Logo após, apresentam-se os resultados e compara-
ções e, ao final, tem-se a conclusão do trabalho. 



2   Referencial teórico 

2.1 Redes Neurais Artificiais com Função de 
Base Radial (RBF) 

As RBF são definidas na literatura como RNAs 
que possuem funções de ativação radiais em sua ca-
mada intermediária. Em sua forma mais simples uma 
RBF é formada por três camadas de neurônios (Figu-
ra 1). A primeira camada atua como a entrada da 
RNA. A segunda é caracterizada como uma camada 
de alta dimensão, a qual promove uma transformação 
não-linear do espaço dimensional de entrada por 
meio de funções de ativação radiais em seus neurô-
nios. E a terceira, a camada de saída, retorna a res-
posta da RNA, promovendo uma transformação line-
ar do espaço de alta dimensão da camada intermediá-
ria para o espaço de baixa dimensão da saída [Pand-
ya, 1995]. 

Uma das vantagens na utilização de RBF reside 
na rapidez de treinamento, sendo que este processo 
envolve, geralmente, duas fases distintas: um treina-
mento não-supervisionado e um treinamento supervi-
sionado. Resumidamente, no treinamento não-
supervisionado ocorre a formação e ajustes de cen-
tróides (neurônios ou clusters) da camada intermedi-
ária. Comumente, nesta fase é empregado o algorit-
mo k-means [Todesco, 2006]. Já no treinamento su-
pervisionado, destinado à camada de saída, aplica-se 
um método que minimize uma medida de erro previ-
amente estabelecida.  

Contudo, vale ressaltar que a medida de desem-
penho de uma RBF está intrinsecamente ligada à 
determinação da camada intermediária. Neste senti-
do, a especificação do número ou do formato dos 
centróides da camada intermediária são questões 
empíricas tratadas pelo projetista durante a imple-
mentação de uma RBF.  

Para contornar o empirismo relatado, este traba-
lho investiga a aplicação de um algoritmo de Siste-
mas Imunológicos Artificiais, o aiNet (Artificial Im-
mune NETwork), como ente responsável na determi-
nação do número centróides e o seu posicionamento 
inicial em  um hiperplano de decisão. Em outras pa-
lavras, o algoritmo aiNet é utilizado como um méto-
do de determinação inicial da camada intermediária 
de uma RBF.  Ressalta-se que Silva & Zuben (2001) 

e Diao & Passino (2002) pesquisaram este princípio, 
mas não de forma iterativa. 

2.2  Sistemas Imunológicos Artificiais 

Para Nasraoui et al (2003), organismos naturais 
exibem mecanismos de processamento e aprendizado 
poderosos, os quais habilitam os seres a sobreviver e 
proliferar-se por gerações em ambientes dinâmicos. 
Neste contexto, o sistema imunológico é um sistema 
de defesa importante que auxilia na própria homeos-
tase (entendendo-se sistema por corpo), reconhecen-
do e eliminando corpos estranhos (vírus e bactérias, 
também chamados de antígenos).  

Neste enredo, entende-se que a dinâmica do sis-
tema imunológico apresenta sinais cognitivos de 
inteligência (reconhecimento de antígenos) e de a-
prendizado (manutenção de uma comunidade de an-
ticorpos), sendo estes sinais também estudados no 
campo da IA. Assim, recentemente, o sistema imuno-
lógico humano tem sido a fonte de inspiração a uma 
nova técnica de IA, chamada de Sistemas Imunológi-
cos Artificiais (SIA).  Historicamente, segundo Silva 
& Zuben (2006), o trabalho precursor de SIA foi 
“The Immune Systems, Adaptation, and Machine 
Learning”, por Farmer, Packard e Perelson [Farmer 
et al, 1986]. 

SIA podem ser definidos como sistemas adapta-
tivos inspirados pela teoria imunológica, funções 
imunológicas observáveis, princípios e modelos, que 
são aplicadas na resolução de problemas [Timmis, 
2004].  

Assim como em outras técnicas de IA, SIA se 
respaldam no processamento dirigido sobre unidades 
de processamento (anticorpos), tal qual em RNA e 
neurônios artificiais; ou AG e cromossomos. Biolo-
gicamente, SIA se valem de algumas propriedades, 
[Dasgupta apud Alves et al, 2004]: 

• O sistema imunológico pode reconhecer e 
classificar diferentes padrões e produzir 
respostas seletivas. Em adição, ele usa um 
processo combinatório que gera um conjun-
to de receptores linfócitos, com a proprie-
dade de incrementar as chances que ao me-
nos alguns linfócitos reconheçam um dado 
antígeno. 

• O sistema aprende, por experiências, a es-
trutura de um dado antígeno. Quando célu-
las B (na Imunologia, tipo de célula que faz 
o reconhecimento de antígenos) são ativa-
das, algumas delas se tornam células de 
memória, com um tempo de vida estendido. 
Estas células ajudam o organismo a produ-
zir uma resposta imunológica rápida quando 
um mesmo antígeno é encontrado no futuro. 
O sistema, automaticamente, determina um 
balanço entre economia e desempenho, 
mantendo um número aproximadamente su-
ficiente destas células B. 

Figura 1. Representação gráfica de uma RBF. 



• O mecanismo de resposta imunológica é au-
to-regulado por natureza. Não há um órgão 
de controle no sistema imunológico. A re-
gulação da resposta imunológica pode ser 
local ou sistêmica, dependendo do tipo de 
antígeno e sua localização. 

• A resposta imunológica e a proliferação de 
células imunológicas ocorrem sob um de-
terminado limiar de afinidade (a força que 
regula o acoplamento entre anticorpos e an-
tígenos). 

• O processo de expansão clonal e hipermuta-
ção somática produzem células imunológi-
cas com alta afinidade aos antígenos invaso-
res. Vale ressaltar que a expansão clonal e a 
hipermutação somática são aspectos forte-
mente explorados no algoritmo aiNet. 

O processamento dirigido de um SIA, então, se 
dá por meio de metáforas implementadas algoritmi-
camente. Dentre alguns algoritmos, destacam-se o 

aiNet (Artificial Immune NETwork) e o CLONALG 
(CLONal selection ALGorithm), os quais são aplica-
dos combinadamente em tarefas de aprendizagem de 
máquina, reconhecimento de padrões, compressão e 
clustering, [Silva, 2001]. O aiNet tem sua dinâmica 
iniciada com o fornecimento dos antígenos (padrões 
de treinamento) e demais parâmetros. A cada itera-
ção (geração), na aplicação do algoritmo de seleção 
clonal, são produzidos os anticorpos (centróides) que 
se acoplam (representam) a um grupo de antígenos 
(dados a serem aglomerados). Disto, a cada geração, 
os anticorpos (que inicialmente são representações 
aleatórias) são refinados e/ou criados. 

Para o projeto de uma RBF, cabe ressaltar que a 
aplicação do algoritmo aiNet pode descaracterizar o 
empirismo do projetista na determinação do número 
ideal de centróides, ao mesmo tempo que sugere a 
localização inicial de cada um. Na próxima seção, 
informações adicionais são acrescentadas, sendo o 
foco central a discussão da integração iterativa do 
algoritmo aiNet no projeto de uma RBF. 

2.3 O método de construção de RBF aplicado 

O método de construção aplicado neste trabalho 
consiste em 5 (cinco) passos: 

• Os padrões de entrada e saída são apresen-
tados ao algoritmo aiNet, juntamente com de-
mais parâmetros; 
• O algoritmo aiNet define um conjunto de 
centróides inicial (conjunto de anticorpos) para 
uma RBF; 
• Os centróides iniciais são refinados pelo al-
goritmo k-means, resultando num conjunto de 
anticorpos “mais afinados” à solução do pro-
blema; 
• Os padrões de saída e os centróides são uti-
lizados na geração de uma RBF; 
• A RBF gerada é testada com a apresentação 
de novos padrões de entrada e de saída, sendo 
que a medida de erro aferida é a determinante à 
retenção da melhor RNA como solução. 
Salienta-se que os passos dois a cinco são reali-

zados de forma iterativa, de acordo com o parâmetro 
de épocas utilizado no algoritmo aiNet. Figura 2 evi-
dencia, em amarelo, a adaptação iterativa, em relação 
aos estudos de Silva & Zuben (2001) e Diao & Pas-
sino (2002). 

A constatação de que este é um método válido 
de construção de RBF se deve por duas assertivas: 

• O refinamento do conjunto de anticorpos ou 
centróides em relação aos centros de massa dos 
dados de treinamento (aplicação do k-means) 
tem melhor representatividade para a população 
dos exemplos (antígenos). Subsequentemente, 
isto garante maior minimização do erro. A Figu-
ra 3 ilustra esta assertiva. 
• Uma minimização ótima do erro pode surgir 
durante as iterações do algoritmo aiNet, onde é 

apresente os parâmetros 
para o aiNet e RBF 

gere uma população inicial e 
aleatória de anticorpos 

teste as condições de 
parada (gerações) 

para cada antígeno, segundo os parâmetros do 
aiNet e processos de clonagem/hipermutação 

somática, gere os candidatos a anticorpos 

calcule a afinidade interna dos anticorpos. 
Privilegie a diversidade de anticorpos, 

eliminando os anticorpos similares. 

refine os anticorpos 
remanescentes aplicando 

o algoritmo k-means 

gere uma RBF, tomando como centróides os 
anticorpos refinados. Avalie a RBF gerada. 

Caso esta seja a RNA de melhor desempenho, 

gere uma nova população inicial e 
aleatória de anticorpos e concatene a 

esta população os anticorpos 

retorne a RBF resultante 

Figura 2. Representação gráfica do aiNet adaptado a proposta do 
trabalho. 



definido o número ótimo de centróides (veja a 
seção 5 Resultados).  
Destaca-se que os protótipos necessários ao mé-

todo de construção de RBF sugerido são adaptados a 

partir de implementações [Todesco, 1995] e [Silva, 
2006]. 

3   Aplicação e Resultados 

A aplicação sugerida como alicerce prático ad-
vém da tese de doutorado de Todesco (1995), onde o 
autor utiliza um conjunto de RBF para classificação 
de cromossomos humanos. As bases de dados são 
constituídas de três características cromossômicas de 
entrada (o comprimento, a posição do centrômero e 
área do cromossomo) e ao conjunto de sete classes 
(grupo de Denver) como padrões de saída. Conforme 
a Tabela 1, tais bases são segmentadas quanto a ori-
gem dos dados, treino e testes. 

Há de se ressaltar que, quando da utilização dos 
dados para todas as fases de treinamento, somente 
são considerados os 1.000 (mil) primeiros registros 
de treinamento. Em se tratando da fase de testes, 
todos os registros são considerados. 

A Tabela 2 sumariza os testes realizados para a 
proposta de construção empregada. Nota-se, portan-
to, que o método se mostra promissor em encontrar 
taxas de erro minimizadas, sendo que o método tam-
bém descarta a tarefa (para o projetista de RBF) de 
especificar o número ideal de centróides. Neste sen-
tido, para o experimento com dados de Copenhagen, 
o método encontrou 61 centróides para a RBF de 
melhor desempenho durante o processo iterativo de 
construção. Já para o experimento com dados de 
Edinburgo, 66 foi o número ideal de centróides.  

Para melhor visualização dos resultados, a partir 
da Figura 4 verifica-se a evolução do método em 
relação às iterações, considerando o número de cen-
tróides formados e as taxas de erro. É importante 
destacar na figura que a RBF de melhor desempenho 
é alcançada em iterações intermediárias do aiNet. 

4   Conclusão 

A partir dos resultados obtidos no modelo híbri-
do aiNet-RBF aqui descrito, algumas vantagens po-
dem ser evidenciadas. Uma delas é a descaracteriza-
ção do empirismo na determinação dos centros das 
funções de base radial por meio de uma metodologia 
bem definida pelo uso do operador aiNet. Outra van-
tagem é a redução do conjunto de amostras para a 
determinação destes centros, facilitando a tarefa para 
o algoritmo k-means, sem parametrização adicional. 
Uma análise que pode merecer atenção futura é o 

Tabela 1. Base de dados utilizada nos experimentos para treinamento e 
testes. 

 QUANTIDADE DE REGISTROS 
ORIGEM DOS DA-

DOS TREINO TESTES 

Copenhagen  4061 4045 
Edinburgo  2682 2866 

 

Figura 3. Passos da proposta. 



impacto do número de dimensões do espaço de en-
trada, pois havendo redução do número de amostras, 
a complexidade de tempo e espaço pode ser minimi-
zada.  

A comparação entre o modelo básico RBF e k-
means e o modelo híbrido RBF / k-means / aiNet foi 
mensurada por meio do erro de classificação. A 
comparação pode ser estendida em trabalhos futuros, 
e outros indicadores podem ser adotados para uma 
abordagem ampla de avaliação, tais como a valida-
ção cruzada generalizada (Generalized Cross Valida-
tion - GCV) e critério de inferência bayesiana (Baye-
sian Inference Criterion). Além da base de cromos-
somos humanos considerada neste trabalho, outras 
bases de uso comum podem ser usadas para testar 
tarefas de classificação pelo modelo híbrido.   

Outros modelos de RNA podem ser utilizados 
para compor um modelo híbrido com SIA, tais como 
o Perceptron Multicamada (Multi-Layer Perceptron – 
MLP). Ainda que se tenha alcançado uma 
metodologia para determinar os centros das funções 
de base radial, ainda fica em aberto a questão do raio 
ou variância, e isto é ressaltado como oportunidade à 
continuidade da pesquisa do modelo híbrido RNA-
SIA aqui concebido. 
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